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基于线性脉动阵列的卷积神经网络计算优化与性能分析 
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摘  要：针对大部分 FPGA 端上的卷积神经网络（CNN, convolutional neural network）加速器设计未能有效

利用稀疏性的问题，从带宽和能量消耗方面考虑，提出了基于线性脉动阵列的 2 种改进的 CNN 计算优化方

案。首先，卷积转化为矩阵相乘形式以利用稀疏性；其次，为解决传统的并行矩阵乘法器存在较大 I/O 需求

的问题，采用线性脉动阵列改进设计；最后，对比分析了传统的并行矩阵乘法器和 2 种改进的线性脉动阵列

用于 CNN 加速的利弊。理论证明及分析表明，与并行矩阵乘法器相比，2 种改进的线性脉动阵列都充分利用

了稀疏性，具有能量消耗少、I/O 带宽占用少的优势。 
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Abstract: Concerning the issue that the convolutional neural network (CNN) accelerator design on most FPGA ends 

fails to effectively use the sparsity and considering both bandwidth and energy consumption, two improved CNN 

calculation optimization strategies based on linear systolic array architecture are proposed. Firstly, convolution is 

transformed into matrix multiplication to take advantage of sparsity. Secondly, in order to solve the problem of large 

I/O demand in traditional parallel matrix multiplier, linear systolic array is used to improve the design. Finally, a 

CNN acceleration comparative analysis of the advantages and disadvantages between parallel matrix multiplier and 

two improved linear systolic arrays is presented. Theoretical proof and analysis show that compared with the parallel 

matrix multiplier, the two improved linear systolic arrays make full use of sparsity, and have the advantages of less 

energy consumption and less I/O bandwidth occupation. 

Key words: linear systolic array, convolutional neural network, sparsity, I/O bandwidth, performance analysis 

收稿日期：2018-08-10；修回日期：2018-10-29 
通信作者：刘崇阳，zmylmh1@163.com 
基金项目：国家科技重大专项基金资助项目（No.2016ZX01012101）；国家自然科学基金资助项目（No.61572520）；国

家自然科学基金创新研究群体资助项目（No.61521003） 
Foundation Items: The National Science Technology Major Project of China (No.2016ZX01012101), The National Natural
Science Foundation of China (No.61572520), The National Natural Science Foundation Innovation Group Project of China
(No.61521003) 



第 12 期 刘勤让等：基于线性脉动阵列的卷积神经网络计算优化与性能分析 ·17· 

 

 

1  引言 

CNN 是一种前馈神经网络，随着人工智能的

发展，深度学习中的 CNN 已成为物体识别的主

要方法，广泛用于计算机视觉领域。但 CNN 是

一个计算密集型和存储密集型的网络[1-2]，为了面

向更复杂的任务，CNN 的规模正向更深、更复杂

方向发展。例如，文献[3]指出：“标准”的 CNN
结构层次太少，只有神经元、神经网络层，要把

每一层的神经元组合起来形成组并装到“舱”

（capsule）中完成大量的内部计算。 
CNN 规模大和计算量大的特点导致移动端

上部署变得很困难，规模太大可以压缩[4-5]，计算

量太大就须进行加速。如今，CNN 嵌入式端加速

主要集中于 FPGA[6]。例如，文献[7]结合卷积计

算特点用多个二维卷积器实现三维卷积操作，充

分利用 FPGA 上资源实现高速计算。文献[8]首先

考虑 FPGA 资源限制（如片上存储、寄存器、计

算资源和外部存储带宽），之后为给定的 CNN 模

型探索出基于 OpenCL 的最大化吞吐量的 FPGA
加速器。文献[9]在 FPGA 上部署 Winograd 算法

进行卷积加速。但以上利用 FPGA 的加速方法都

未能利用卷积计算中的稀疏性。利用卷积计算中

稀疏性的加速方法有文献[10]，采用行固定的处

理数据方式来利用稀疏性，当数据通道的输入

为 0 值时直接不做处理。文献[11]利用并行矩

阵乘法器完成卷积计算并充分利用了参数稀

疏性。文献[12]把 Winograd 算法和稀疏性进行

结合减少卷积操作，改变 Winograd 作用域来

利用稀疏性，Winograd 算法计算快但对数据输

入输出要求高，运用到 FPGA 上时存取速度成

了限制因素。 
本文以文献[13-14]中的线性脉动阵列为基

础，对处理单元（PE）做细微的“不传不运算操

作”控制，以实现对卷积计算稀疏性的利用。本

文采用的线性脉动阵列主要有 3 个改进：①针对

稀疏性的不传不运算操作；②针对卷积核矩阵的

部分传输操作；③针对输出结果时的缓存减少策

略（针对单输出线性脉动阵列）。本文主要从计算

循环周期、存取操作类别和存取操作次数以及资

源耗费情况来对比分析和证明，分析表明：改进

后的 2 种线性脉动阵列不仅充分利用了稀疏性，

而且不同程度地减少了 I/O 能耗需求。 

2  问题描述 

2.1  CNN 稀疏性特点 
CNN 卷积层的卷积计算有一个激活函数，常

用的激活函数 Relu 示意如图 1 所示。 

 
图 1  Relu 示意 

经过 Relu 激活函数作用后，小于等于 0 的都

变为 0 值，所以输出的特征图有很多 0 值存在。

本文基于 Caffe 深度学习框架[15]进行实验，发现

Alexnet、Googlenet、Caffenet 和 Vgg 等卷积神经

网络中都存在较大程度的稀疏性，如 Alexnet 各个

卷积层的 0 值比例如图 2 所示。 

 
图 2  Alexnet 卷积层 0 值比例 

为了利用稀疏性进行加速，本文把卷积过程

转化为矩阵相乘，转化的方法是文献[16]中所用

的 Im2col，如图 3 所示。该方法存储空间要求增

大但计算量（乘法和加法操作）没有变化，若能

有效利用稀疏性使 0 值不参与运算，可以在速度

上明显改进[17]。 
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图 3  卷积转换为矩阵相乘 

2.2  并行矩阵乘法器用于 CNN 加速 
CNN 卷积转换为矩阵相乘的方式后，可以采

用 FPGA 上并行矩阵乘法器进行加速[11-18]，如图

4 所示，改进为一个单列的 P 个 PE 的结构，在

进行 = ×C A B（维度均为 n n× ）的矩阵乘法时，

A每次送入一个元素进行乘加运算，并且被 P 个

PE 共享，A按照先行后列（如第一次送第 1 行

第 1 列的元素，第二次送第 1 行第 2 列的元素）

的顺序依次送入矩阵乘法器中； B按行的形式

每次输入 P 个数据（如第一次送第 1 行的前 P
个元素，第二次送第 1 行接下来的 P 个元素）

到矩阵乘法器，并与 A中同一个数据进行乘加

操作。 

 
图 4  文献[11]的并行矩阵乘法器单列结构 

上述方式在 A每次输入时进行判断，为 0
时不传进去进行乘加操作，因此该方式能很好

地利用 CNN 的稀疏性。但存在两点不足：① 上
述并行矩阵乘法器每个时刻（对于 A输入为非

0 值时）都需要往每个 PE 中传入具体的值，一

个并行矩阵乘法器就要使用 2P 个输入端口，带

宽需求非常高；②该并行矩阵乘法器计算时 A
循环完一行就需要把 B所有数据输入一遍，由

于不存在复用关系，B矩阵每个数据都要从片上

Cache 读取。从表 1 可以看出[19]，片内 SRAM 
Cache 读取耗能是寄存器耗能的 10 倍，能量消

耗较多，若能让输入数据在多个 PE 之间复用并

采用能量消耗较低的寄存器间的传输（本文采

用线性脉动阵列），则可降低耗能。 

表 1 45 nm CMOS 相关操作能量消耗 

操作类型 能量消耗/pJ 能量消耗比例

32 bit int ADD 0.1 1 

32 bit float ADD 0.9 9 

32 bit Register File 1 10 

32 bit int MULT 3.1 31 

32 bit float MULT 3.7 37 

32 bit SRAM Cache 5 50 

32 bit DRAM Memory 640 6 400 

 

3  改进的线性脉动阵列 

为了弥补传统并行矩阵乘法器的缺点，并充

分利用 CNN 计算中的稀疏性特点进行加速，本

文基于文献[13-14]提出的线性脉动阵列进行了两

方面改进，分别是单输出线性脉动阵列和多输出

线性脉动阵列，具体如图 5~图 8 所示。 

 
图 5  单输出线性脉动阵列 

 
图 6  PE 内部结构示意 
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图 7  多输出线性脉动阵列 

 
图 8  PE 内部结构示意 

单输出线性脉动阵列和多输出线性脉动阵列

仅在输出时有差别，本文以单输出线性脉动阵列

为例说明具体计算方式。对于 n n× 的矩阵，改进

线性脉动阵列需要 n个处理单元（PE）。矩阵乘法

时，矩阵 A以列的形式输入，B以行的形式输入，

PEj 完成C 矩阵第 j 列的计算以及存储。 B矩阵

中的值 xjB 到达 PEj 后会被截取到其内部寄存器

（即 xjB 依次经过 PE1, PE2,…, PEj−1, PEj），并保留

一段时间。下面说明需要另外 2 个寄存器存储输

入矩阵B的元素值，并且B矩阵要领先于 A矩阵

n个周期传输。 
PEj 在计算 ij ij ix xj′ ′= + ×C C A B 时，有 2 个必要

要求：首先，对于任意的1 i n≤ ≤ ， xjB 应早于 ixA

到达 PEj；其次，等到 1xA 、 2xA …
nxA 都通过 PEj

后才不用继续保留 xjB 。对于第一个要求，一个

极限情况，如 Bln 早于 A11 到达 PEn，对于 Bln 从

PE1 传输到 PEn 时需要 2n个周期，A11 传输到 PEn

需要 n 个周期，为保证满足要求，A开始传的时刻

要落后B矩阵n个周期。下面说明上述特例需要n
个周期的领先适用于任意的 i（1 i n≤ ≤ ）。当 A开

始传的时刻落后B矩阵 n个周期时， xjB 传到 PEj

时的周期为(x−1)n+2j−1，对于任意的1 i n≤ ≤ ，

ixA 到达 PEj 的周期为 n+(x−1)n+i+j−1，比较并化

简所需周期数得到结果为 j<n+i。由于 j<n+i 显然

成立，故B矩阵的传输要领先于 A矩阵 n个周期

传输。对于第 2 个要求，本文从少到多依次增加

寄存器数量，发现 2 个寄存器能够满足要求，下

面进行说明。在 2 个寄存器的情况下，假设已经

存了 xjB 和 ( 1)x j+B ，现在 ( 2)x j+B 要取代 xjB ， xjB 能

被取代的条件是 nxA 已经通过 PEj，这说明 nxA 到

达 PEj 的周期数小于 ( 2)x j+B 到达 PEj 的周期数。

nxA 到达 PEj 的周期数为 n+(x−1)n+i+j−1， ( 2)x j+B

到达 PEj 的周期数为(x+1)n+2j−1，由于 n+(x−1)n+ 
n+j−1 小于(x+1)n+2j−1 成立，所以需要另外 2 个

寄存器存储输入矩阵B的元素值。 
本文实验表明，CNN 卷积核矩阵中 0 值很少

而特征图矩阵 0 值非常多，稀疏性由特征图矩阵

决定。上述结构中矩阵 A的值要传输整个线性脉

动阵列，矩阵B可以不传完。根据最大化稀疏性

的特点，特征图矩阵以 A形式传输，卷积核矩阵

以B矩阵形式传输。本文的单输出线性脉动阵列

相对于文献[13-14]有如下 3 方面的改进（多输出

线性脉动阵列没有第 3 方面，具体改动在第 4 节

说明）。 
1) 对于有很多 0 值的输入特征图 A矩阵，在

传送之前进行判定，为非 0 值时传入，当为 0 值

时，该周期直接不传，相当于执行一个空操作，

于是，就少 n次（线性脉动阵列的 PE 数量）传输

操作、 n次乘操作和 n次加操作。判断用到比较

器，根据文献[11]，在 FPGA 中比较器可通过 LUT
构建，相比于需要利用 DSP48E 完成的乘加操作，

增加的判断操作所需时间以及耗能很少。 
2) 卷积核矩阵 B在进行传送时可以不用传

遍整个线性脉动阵列， 11B 传送到 PE1 时被存储，

继续往后传没有意义，因为后面的 PE 单元不再

用 11B 。为此，本文改进B矩阵的传输模式，当 xjB

传输到 PEj 时，进行类似“剪切”加“粘贴”的

操作，把 xjB 的值放进 PEj 的寄存器后不再传送

xjB 的值。对于该操作， 1xB 少传了 n−1 次， 2xB

少 传 了 n−2 次 ， 依 次 类 推 一 行 共 减 少
2 ( 1)1 2 ( 1)

2
n nn −

+ + + − = 次传输操作，B矩阵
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减少
2 ( 1)

2
n n −

次寄存器间的传输操作。 

3) 对于输出矩阵，为了实现最后输出能和乘

加运算同时运行，文献[13-14]采用 Cobuf 和 Cbuf 
2 个 n  byte（深度）SRAM Cache。本文只采用一

个 n深度的 SRAM Cache，同时保证运算和传输

不冲突。当然，本文 PE 内 Cache 要能同时满足

中间结果以及最终结果的存取需要 4 端口，FPGA
中没有直接的 4 端口 SRAM，可以通过加控制器

控制多个全双端口 BRAM 达到要求[20]。下面结合

图 9 说明一个 Cache 就能满足运算和传输不冲突

的要求。 
图 9 以 3 3× 的矩阵乘法进行示例说明。“√”

代表得出最后的计算结果且下一个周期进行

传输，“←”代表传送方向，“有”代表该位置

有值继而下一个周期往前传，“空”代表该位

置已经把值传送出去。例如，第 1 周期内完成

了 11C 的最终计算，第 2 周期把 11C 直接传送出

去，同时完成 21C 和 12C 的计算而不影响 11C 的

传输。第 3 周期把 21C 直接传送出去，同时把

PE2 中的 12C 传输到 PE1 中，此周期完成 3 个

结果的最终计算。该模式下 PE 传输数据按照

从上到下的顺序依次循环进行，如第 4 周期时，

PE1 中已经有 2 个待传的数据（第 3 周期结束

时 PE1 中的“有”和“√”），但此时按照从上

到下只传最下面的一个规则，从得出第一个最

终值开始，往后的每个时刻都能往外输出矩阵

C 的一个值，第 10 周期完成所有值的传输，

这期间计算可以和传输同时进行而不会有冲

突。图 10 给出单输出线性脉动阵列完成 3 3× 矩

阵乘法。 

4  单输出线性脉动阵列性能分析 

本文所用的单输出线性脉动阵列和文献[11]
的并行矩阵乘法器的对比从 3 个方面进行：计算

循环周期、存取操作类别和存取操作次数以及资

源耗费情况。下面依次进行说明（接下来分析针

对没有 0 值的情况，为 0 值时对应线性脉动阵列

的第一个方面改进）。 
4.1  计算循环周期 

对于由 n个 PE 完成的 n n× 的矩阵乘法，单

输出线性脉动阵列共需要 22 +1n 个周期完成所有操

作（从开始输入到输出所有数据）。 
本文把所有操作分为 2个阶段，2个阶段以 1nA

开始传入分界点， 1nA 开始传入线性脉动阵列时已

进行的周期数为 2( 1) 1 1 1 1n n n n+ − + + − = + ，之

后每个周期输出一个值到线性脉动阵列外部，共

需要 2n 个周期，总共所需周期数为 22 +1n 。 
对于并行矩阵乘法器，当有 n个处理单元时，

由于每个周期从 A输入端口只输入一个数据，所

以共需要 2n 个周期完成所有操作。时间上来说，

单输出线性脉动阵列是并行矩阵乘法器的 2 倍。 
4.2  存取操作类别和存取操作次数 

单输出线性脉动阵列和并行矩阵乘法器在完

成 n n× 的矩阵乘法时，要从片外内存取数据到片

内缓存以及反向的存操作，这部分操作是一致的，

另外，每个 PE 内部深度为 n的 SRAM Cache 存

取中间结果也是一致的。 
对于单输出线性脉动阵列，从 PE 外 Cache

输入数据时，每个数据只输入一次，即 22n 次

Cache 到寄存器操作，之后在线性脉动阵列 PE 的

 
图 9  单 Cache 传输情况 

2018100-5 



第 12 期 刘勤让等：基于线性脉动阵列的卷积神经网络计算优化与性能分析 ·21· 

 

内部寄存器之间传输，A矩阵每个数据都要传遍

所有 PE（即一个数据要在寄存器间传 1n − 次），

总计 2n n（ -1）次寄存器之间传输操作， B矩阵数

据由于“截取”操作，一行的各个数据所有传输

的 次 数 不 一 样 ， 总 计 (0 1 ( 1))n n+ + + − =  
2 ( 1)

2
n n −

次寄存器间传输操作，B 矩阵加起来总

计
23 ( 1)

2
n n −

寄存器间传输操作。往外存时都是

在 SRAM 中 进 行 的 ， 共 22n n n+ + + =  
2 ( 1)

2
n n +

次寄存器间传输操作。 

对于并行矩阵乘法器，n n× 的 A矩阵每个数

据每次都要读取 n次（n 个 PE 每次共用一个 A中

的值），即读取 PE 外 Cache 中数据存到 PE 内

寄存器的操作总计 3n 次。 A矩阵一行循环完，

就把 B矩阵读取一遍（即 2n 次读取操作），所

以 B矩阵共需要 2 3n n n× = 次读操作，A、B加

起来为 32n 。从 PE 内深度为 n 的 SRAM Cache
存数据到外部 Cache 的次数为 2n ，对比情况如

表 2 所示。 

表 2  单输出线性脉动阵列和并行矩阵乘法器 
存取操作类别和存取操作次数对比 

操作类别 
存取操作次数 

单输出线性 
脉动阵列 

并行矩阵 
乘法器 

片外→片内及片内→片外 一致 一致 

PE 外 Cache→PE 内寄存器 2n2 2n3 

PE 内部寄存器→寄存器 
23 ( 1)

2
n n −

 ― 

存取中间结果 Cache 操作 一致 一致 

输出时 Cache 操作 
2 ( 1)

2
n n −

 n2 
 

从上述对比可以看出，二者的数据搬移量

相等。从能量方面看， PE 外 Cache 到 PE 内寄

存器传输操作以及输出时的 Cache 操作可以视

为从 SRAM 读取数据的能量消耗，可以进行合

并。差别如下：单输出线性脉动阵列独有
23 ( 1)

2
n n −

次寄存器到寄存器的传输操作，而并

行矩阵乘法器多
23 ( 1)

2
n n −

次 SRAM 读取操作。

从表 1 看出，寄存器读和 SRAM 读的能量消耗

是 1 和 10 的关系，即并行矩阵乘法器多

图 10  单输出线性脉动阵列实现矩阵乘法操作过程 
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2
23 ( 1)(5 1) 6 ( 1)pJ

2
n n n n−

− = − 能量。 

4.3  资源耗费情况 
改进的线性脉动阵列B输入需要额外的 2 个

寄存器，相比并行矩阵乘法器多消耗 2n个寄存器

（都是几个 PE 情况下）。如表 3 所示，并行矩阵

乘法器的 FF（寄存器）消耗量是比较少的，不是

主要的资源限制因素，影响可以不予考虑。 

表 3    并行矩阵乘法器用于 Alexnet 卷积 
加速时的 FPGA 内部资源使用情况 

资源类别 总使用量 可利用总量 利用率 

BRAM_18K 1 458 2 060 70.78% 

DSP48E 1 792 2 800 64.00% 

FF 1 792 607 200 28.12% 

LUT 142 304 303 600 46.87% 

 
从 I/O 端口来看，单输出线性脉动阵列只需

3 个端口，而并行矩阵乘法器需要 3n n n n+ + =
个端口，对于 n较大的情况，端口消耗以及带宽

要求差异非常明显。从资源消耗来看，单输出线

性脉动阵列虽然使用较多的 FF 资源，但却很大

程度上减少了 I/O 端口量及带宽要求。 
4.4  与并行矩阵乘法器对比 

单输出线性脉动阵列和并行矩阵乘法器各有

优缺点，具体的对比分析如表 4 所示。从表 4 可

以看出，虽然时间耗费增多，但本文单输出的线

性脉动阵列很好地弥补了传统的并行矩阵乘法器

带宽要求太大的问题。 

表 4  单输出线性脉动阵列和并行矩阵乘法器对比 

 单输出线性脉动阵列 并行矩阵乘法器 

周期 2n2+1 2n  

存取操作差异次数 

23 ( 1)
2

n n −
 

（寄存器读） 

23 ( 1)
2

n n −
 

（SRAM 读） 

寄存器消耗 多 2n — 

I/O 端口及带宽 3 3n 

 

5  多输出线性脉动阵列性能分析 

当结合具体 CNN 模型（如 Alexnet）进行分

析时，卷积核矩阵以及输入特征图矩阵太大，需

要进行分块操作。文献[11]的单列并行矩阵乘法

器用于 Alexnet 卷积加速时采用了 448(14×32)个

PE，为更好地进行理论上的对比，本文也采用

14 个并行的线性收缩阵列，每个有 32 个 PE。为

了有直观上的认识，把 Alexnet 各卷积层矩阵分

块为大小为 32×32 的小矩阵后的情况列举出来以

方便后面的分析，具体如表 5 所示。 

表 5 Alexnet 各卷积层矩阵分块 

卷积层 原始大小 分块 

卷积层 1 (3 025×363)×(363×96) (95×12)×(12×3) 

卷积层 2 (729×1200)×(1200×256) (23×38)×(38×8) 

卷积层 3 (169×2 304)×(2 304×384) (6×72)×(72×12) 

卷积层 4 (169×1 728)×(1 728×384) (6×54)×(54×12) 

卷积层 5 (169×1 728)×(1 728×256) (6×54)×(54×8) 

 
分块后一个很重要的想法是进一步复用和并

行流水线。14 个并行的线性脉动阵列可以同时进

行矩阵乘法计算，分块矩阵乘法有以下 2 种（如

图 11 所示）：第一种是为了在乘法完成后方便进

行相加；第二种是为了实现对分块矩阵的复用，

设置多级缓存可以进一步减少数据搬移量。 

 
图 11  线性脉动阵列 2 种分块矩阵乘法方式 

线性脉动阵列计算只是占了整个过程的一部

分，如图 10 中前 3 后 5 个周期都没有计算操作，

单纯的传输时间占用不少。除了复用，还可以采

用流水线设计。A起始传输是落后B矩阵 n个周

期的，按常理可以把 A、B矩阵传输时无缝结合，

第一个分块矩阵乘法在传最后一列 A矩阵元素

时也传输下一个分块矩阵乘法的 B矩阵的第一

行，这样除了最开始和最后的分块矩阵传输时是

单线输入外（最开始的 n周期只有B输入，最后

的 n周期只有 A输入），其他时刻都是双线输入。

但上述想法实施起来会出现矛盾，因为最后输出

时是 2n 个周期，大于 n个周期的错位，直接无缝

传输时前一个分块矩阵乘法结果还没有输出到

PE 外第二个分块矩阵乘法的中间结果就要存到

PE 内 Cache，这样就会有冲突。为了进一步利用

流水线，可以把最终结果尽快输出到 PE 外的

Cache，即用 n 输出端口加快数据输出到 PE 外
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Cache，这样就能做到无缝输入，本文把这种对单

输出线性脉动阵列和并行矩阵乘法器的整合改进

称为多输出（“多”体现在输出端口）线性脉动阵

列。这种多输出线性脉动阵列最后完成所有分块

矩阵乘法的周期变为 2 2xn n+ （ x指单个 PE 所进

行的分块矩阵乘法的个数），而并行矩阵乘法器为
2xn ，当以表 5 的 Alexnet 第一个卷积层分块情况

来具体比较时（此时 x的值为
392 12 245

14
=⎡ ⎤× ×⎢ ⎥⎢ ⎥

，

n的值为 32），两者的倍数关系为 1.0003 倍，相

比之下几乎没有差别。 
另外，采用这种方式的存取操作类别和存取

操作次数相比单输出线性脉动阵列只有输出时的

Cache 操作有变化，变成和并行矩阵乘法器一样

的 n2。这种多输出线性脉动阵列和并行矩阵乘法

器完成一个分块矩阵乘法的对比结果如表 6 所

示，其中多输出线性脉动阵列的周期是平均值，

参数 x指单个 PE 所要完成的分块矩阵乘法的个

数。三者的特点总结如表 7 所示。 

表 6    多输出线性脉动阵列和并行矩阵 
乘法器存取操作类别和存取操作次数对比 

 多输出线性脉动阵列 并行矩阵乘法器 

周期 2 2nxn
x

+  n2 

存取操作差异次数 

23 ( 1)
2

n n −
 

（寄存器读） 

22 ( 1)n n −  
（SRAM 读） 

寄存器消耗 多 2n ― 

I/O 端口及带宽 2+n 3n 
 

表 7  改进的线性脉动阵列和并行矩阵乘法器特点 
改进方案 特点 

文献[11]并行矩阵乘法器 带宽要求最大但周期最少，耗能最多 

单输出线性脉动阵列 带宽要求最小但周期最多，耗能次之 

多输出线性脉动阵列 带宽、周期处于前两者之间，耗能最少

 
相比单输出线性脉动阵列，多输出线性脉动

阵列的最大优点是周期数大幅减少。相比并行矩

阵乘法器，该方式仍然具有带宽的优势。具体应

用场景方面，由于线性脉动阵列能利用输入中全

部稀疏性（A、B中任意一者的稀疏性都能利用），

对于像文献[19]中剪枝技术应用后带来的卷积核

稀疏性，此时线性脉冲阵列的优势明显大于并行

矩阵乘法器（并行矩阵乘法器只能利用某一方输

入中稀疏性）。 

6  结束语 

本文针对CNN 计算稀疏性的特点以及文献[11]
所述的传统并行矩阵乘法器用于 CNN 加速的局

限性，对文献[13-14]的线性脉动阵列提出了 2 种

改进——单输出以及多输出线性脉动阵列，用于

CNN 嵌入式端的加速。文献[11]提出的并行矩阵

乘法器直接作用于 CNN 加速时所需带宽太大，

而线性脉动阵列正好能弥补该缺陷。单输出线性

脉动阵列和并行矩阵乘法器对比有耗能以及 I/O
端口少的优势，但计算周期却是 2 倍的关系，所

以本文进一步改进线性脉动阵列，提出了多输出

线性脉动阵列。对比来看，多输出方式的周期及

I/O 需求介于两者之间，很好地解决了前两者的

突出缺陷问题，可行性最高。本文所进行的对比

分析只是理论上说明，如何最佳组合以及最充分

利用资源并实现是下一步的工作。 
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